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Аннотация. В работе представлена гибридная нейросете-

вая архитектура на основе сверточных слоев (Conv1D) и дву-

направленных рекуррентных блоков GRU с интегрирован-

ным механизмом внимания для прогнозирования аварийных 

режимов в системах электроснабжения металлургических 

предприятий с использованием цифровых подстанций. Разра-

ботан модуль синтеза данных, реализующий физически обос-

нованное моделирование переходных процессов в трехфаз-

ных энергосистемах и генерацию многомерных временных 

рядов, соответствующих семнадцати классам аварийных ре-

жимов. Для обучения модели применена модифицированная 

функция потерь Categorical Focal Loss, обеспечивающая эф-

фективную работу с несбалансированными выборками ред-

ких аварийных событий. Экспериментальные исследования 

показали, что предложенная архитектура CNN-BiGRU с меха-

низмом внимания достигает точности 95,8% и макро-усред-

ненной F1-меры 94,3%, превосходя базовую модель CNN-

LSTM на 3%. Выполнена оптимизация модели для разверты-

вания на ресурсоограниченных встраиваемых платформах: 

время инференса на ядре ARM Cortex-M7 составляет 1,8 мс, 

что удовлетворяет требованиям систем реального времени. 

Реализована C++ версия на основе LibTorch для отечествен-

ной аппаратной платформы «Авача». Полученные резуль-

таты подтверждают практическую применимость разрабо-

танного решения для создания систем предиктивного управ-

ления нового поколения на цифровых подстанциях.  

Ключевые слова: гибридные нейронные сети, CNN-BiGRU, 

механизм внимания, прогнозирование аварийных режимов, 

цифровые подстанции, встраиваемые платформы, металлур-

гические предприятия. 

ВВЕДЕНИЕ 

Современные металлургические предприятия отно-

сятся к категории объектов с непрерывным циклом произ-

водства, где бесперебойное функционирование систем 

электроснабжения является критическим условием техно-

логической безопасности и экономической эффективности. 

Аварийные режимы в распределительных сетях высокого 

напряжения, такие как короткие замыкания, обрывы фаз и 

колебания мощности, приводят к значительным материаль-

ным потерям, остановкам технологических агрегатов и со-

здают угрозу безопасности персонала. Внедрение концеп-

ции цифровых подстанций на базе стандарта МЭК 61850 

открывает принципиально новые возможности для мони-

торинга и управления режимами работы электрооборудо-

вания за счет синхронизированной регистрации мгновен-

ных значений токов и напряжений с высокой частотой дис-

кретизации. 

Однако существующие системы релейной защиты и ав-

томатики, реализованные на детерминированных алгорит-

мах, обладают рядом ограничений: они ориентированы на 

идентификацию заранее заданных типов повреждений, не 

адаптируются к изменяющимся характеристикам оборудо-

вания и не способны к прогнозированию развития аварий-

ных процессов на ранних стадиях. Перспективным направ-

лением преодоления указанных ограничений является при-

менение методов искусственного интеллекта, в частности 

глубоких нейронных сетей, для анализа многомерных вре-

менных рядов электрических сигналов в реальном вре-

мени. 

В настоящей работе решается задача разработки ги-

бридной нейросетевой архитектуры, обеспечивающей 

классификацию семнадцати типов аварийных режимов по 

данным цифровых измерительных трансформаторов. Клю-

чевыми требованиями к разрабатываемой системе явля-

ются: высокая точность детектирования редких событий, 

устойчивость к зашумленным сигналам, а также возмож-

ность развертывания на встраиваемых платформах с огра-

ниченными вычислительными ресурсами (время инфе-

ренса менее 2 мс). В качестве базовой выбрана архитек-

тура, сочетающая одномерные сверточные слои для выде-

ления локальных паттернов сигнала и двунаправленные ре-

куррентные блоки GRU для моделирования долгосрочных 

временных зависимостей. Дополнительное введение меха-

низма внимания позволяет повысить интерпретируемость 

принимаемых решений за счет динамического выделения 

наиболее информативных участков входной последова-

тельности. 

* Работа выполнена в рамках конкурса научных проектов молодых научно-педагогических работников, аспирантов и студентов «Поддержка 

молодой науки – 2025» Южно-Уральского государственного университета (программа «Приоритет-2030»). Статья публикуется по 

рекомендации программного комитета Всероссийской научно-практической конференции Индустрия 4.0", https://smartindustrycon.ru  
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АКТУАЛЬНОСТЬ И СТЕПЕНЬ ПРОРАБОТАННОСТИ ПРОБЛЕМЫ 

Актуальность  

Металлургические предприятия относятся к категории 

объектов с непрерывным циклом производства, где внезап-

ный выход из строя оборудования систем электроснабжения 

влечет за собой простой прокатных станов, повреждение до-

рогостоящих агрегатов и значительные экономические по-

тери. Цифровая трансформация энергетической инфра-

структуры на базе стандарта МЭК 61850 обеспечивает пере-

ход к цифровым подстанциям, оснащенным измеритель-

ными трансформаторами тока и напряжения нового поколе-

ния с частотой дискретизации до 10 кГц и выше. Это создает 

техническую основу для внедрения интеллектуальных си-

стем предиктивной диагностики, способных не только фик-

сировать уже возникшее повреждение, но и прогнозировать 

развитие аварийной ситуации на ранней стадии.  

Однако существующие микропроцессорные устройства 

релейной защиты реализуют детерминированные алго-

ритмы, не адаптирующиеся к изменяющимся характеристи-

кам оборудования и не обладающие способностью к обуче-

нию. Указанные ограничения определяют необходимость 

разработки новых методов анализа многомерных времен-

ных рядов электрических сигналов в реальном времени. 

Степень проработанности проблемы  

Вопросы прогнозирования отказов и аномалий в техни-

ческих системах с использованием методов машинного 

обучения активно исследуются в последние годы.  

В работе [1] рассматривается применение факторного 

анализа для прогнозирования отказов, что подтверждает 

актуальность разработки моделей, способных работать с 

многомерными данными в условиях высокой размерности 

признаков.  

Сравнительный анализ различных архитектур для про-

гнозирования временных рядов, выполненный [2], показы-

вает, что рекуррентные сети (LSTM, GRU) демонстрируют 

более высокую точность по сравнению с классическими 

статистическими методами (ARIMA, Prophet), при этом 

GRU обеспечивает сопоставимую с LSTM точность при 

меньших вычислительных затратах. 

Эффективность гибридных архитектур, сочетающих 

сверточные и рекуррентные блоки, подтверждена в ряде за-

рубежных исследований. Например, [3] предложили модель 

CNN-LSTM-GRU для систем раннего предупреждения фи-

нансовых рисков, показав, что последовательное соедине-

ние сверточных слоев и двунаправленных рекуррентных 

блоков позволяет извлекать как локальные паттерны, так и 

долгосрочные зависимости. Аналогичный подход приме-

нен [4] для обнаружения вторжений в сетях Интернета ве-

щей и промышленного Интернета вещей; гибридная архи-

тектура CNN-LSTM-GRU продемонстрировала устойчивое 

преимущество перед однокомпонентными моделями. 

Важным аспектом при обучении моделей на данных с 

редкими событиями является проблема дисбаланса клас-

сов. В работе [5] выполнен детальный анализ методов 

улучшения сходимости триплетной функции потерь для за-

дач многометочной классификации. Исследованы модифи-

кации функции потерь (включая фокальную составляю-

щую), логарифмическое масштабирование границы между 

классами и балансировка батчей. Показано, что комбина-

ция данных методов позволяет повысить точность класси-

фикации на 10-12%.  

Хотя указанная работа ориентирована на задачи компь-

ютерного зрения, предложенные подходы к стабилизации 

градиентного спуска и работе с несбалансированными вы-

борками могут быть адаптированы для задач диагностики 

электрооборудования. Так, [6] рассматривает постановку 

задачи оптимизации, основанной на минимизации ошибок 

диагностики, что также согласуется с целями настоящего 

исследования. 

Отдельное направление связано с внедрением методов 

искусственного интеллекта в состав цифровых подстанций. 

В работе [7] представлены концепция, архитектура и алго-

ритмы работы системы прогнозирования аварийных ситуа-

ций для металлургических предприятий, что является непо-

средственным предшественником данного исследования.  

Вопросы создания цифровых двойников оборудования 

и технологических процессов, включая аспекты хранения и 

обработки больших данных, рассматриваются в работах [8-

10]; указанные подходы могут быть использованы при 

дальнейшем развитии системы в направлении интеграции 

с SCADA-системами и промышленными платформами. 

Научная значимость и нерешенные проблемы 

Несмотря на достигнутые успехи, большинство суще-

ствующих исследований ориентированы на последующий 

анализ зарегистрированных аварийных процессов либо вы-

полняются в предположении о неограниченных вычисли-

тельных ресурсах.  

В то же время для устройств релейной защиты и проти-

воварийной автоматики критическим требованием явля-

ется время принятия решения, не превышающее единиц 

миллисекунд, а также возможность функционирования на 

встраиваемых микроконтроллерных платформах с ограни-

ченным объемом памяти и тактовой частотой.  

Вопросы оптимизации гибридных нейросетевых архи-

тектур для развертывания на ресурсоограниченных устрой-

ствах в составе цифровых подстанций до настоящего вре-

мени остаются недостаточно проработанными, что опреде-

ляет научную новизну и практическую значимость настоя-

щего исследования. 

ПОСТАНОВКА ЗАДАЧИ 

Задача прогнозирования аварийных ситуаций в систе-

мах электроснабжения металлургических предприятий 

сформулирована как задача многоклассовой классифика-

ции многомерных временных рядов, регистрируемых циф-

ровыми измерительными трансформаторами тока и напря-

жения на подстанциях. Эффективность систем подобного 

рода непосредственно зависит от адекватности моделей, 

описывающих электропотребление и динамику нагрузок в 

металлургических агрегатах. Фундаментальные основы 

моделирования сталеплавильных процессов заложены в 

работах [11, 12], а современные подходы к автоматизации 

металлургического производства развиты в [13, 14]. 

В каждый дискретный момент времени t регистриру-

ется вектор мгновенных значений, включающий фазные 

токи и фазные напряжения: 

              6, , , , ,A B C A B Cx t i t i t i t u t u t u t R    ,(1) 

где iA, iB, iC – мгновенные значения фазных токов, uA, uB, uC 

– мгновенные значения фазных напряжений. Частота дис-

кретизации составляет 10 кГц, что обеспечивает регистра-

цию 100 отсчетов за период промышленной частоты 50 Гц. 
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Входной последовательностью для нейросетевой мо-

дели является временное окно фиксированной длины 

T=200 отсчетов, соответствующее 20 миллисекундам: 

      61 , 2 ,..., TX x t T x t T x t         .  (2) 

Задача классификации заключается в отнесении вход-

ной последовательности X к одному из K=17 классов ава-

рийных режимов: 

   , 1,2,...,17y F X y  ,        (3) 

где F: RT×6→{1,…,17} — искомая функция, реализуемая 

нейросетевой архитектурой.  

Классы аварийных режимов включают симметричные и 

несимметричные короткие замыкания, обрывы фаз, коле-

бания мощности, комбинированные аварии, а также нор-

мальный режим работы. 

Критическим требованием, определяющим практиче-

скую применимость разрабатываемого решения, является 

обеспечение времени инференса 

τ ≤ 2 мс    (4) 

при развертывании на встраиваемых платформах класса 

ARM Cortex-M7 с тактовой частотой 300–400 МГц и объе-

мом оперативной памяти не более 512 КБ. 

Синтез данных для обучения 

В связи с ограниченной доступностью реальных запи-

сей аварийных процессов на металлургических предприя-

тиях разработан модуль синтеза данных, реализующий фи-

зически обоснованное моделирование переходных процес-

сов в трехфазных энергетических системах. Развитие 

наукоёмких технологий в российской металлургии явля-

ется стратегическим приоритетом, определяющим конку-

рентоспособность отрасли [15, 16].  

В составе металлургических комбинатов особое место 

занимает электроэнергетическая инфраструктура, эффек-

тивность управления которой непосредственно влияет на 

бесперебойность производственного цикла [17]. 

Моделирование выполнено в среде MATLAB/Simulink 

с использованием библиотеки Simscape Electrical; пара-

метры моделируемой сети соответствуют типовой схеме 

электроснабжения металлургического предприятия. 

Для каждого класса аварийных режимов варьировались 

следующие параметры: сопротивление в точке поврежде-

ния R∈[0,01; 10] Ом (10 градаций), локализация поврежде-

ния L∈[0,1; 0,9] длины линии (9 градаций), начальная фаза 

φ∈[0, 2π] (12 градаций), длительность развития процесса 

Δt∈[1, 100] мс (20 градаций).  

Общий объем сгенерированного датасета составил 102 

000 размеченных окон, равномерно распределенных по 

семнадцати классам (по 6000 примеров на класс).  

Для имитации реальных условий измерений ко всем 

сигналам добавлен аддитивный гауссовский шум с отно-

шением сигнал/шум 40 дБ. 

Распределение сгенерированных примеров по классам 

аварийных режимов представлено в табл. 1. Достигнутая 

полная сбалансированность выборки позволяет исключить 

смещение модели в сторону мажоритарных классов на 

этапе обучения. 

На рис. 1 представлен пример синтезированных осцил-

лограмм токов и напряжений при трехфазном коротком за-

мыкании. Рис. 2 демонстрирует осциллограммы при одно-

фазном коротком замыкании на землю по фазе A.  

Таблица 1 

Распределение сгенерированных примеров  

по классам аварийных режимов 

№ Класс аварийного режима 
Количество  

примеров 
Доля, % 

1 Трехфазное КЗ 6000 5,88 

2 Трехфазное КЗ на землю 6000 5,88 

3 Трехфазное КЗ через дугу 6000 5,88 

4 Двухфазное КЗ (AB) 6000 5,88 

5 Двухфазное КЗ (BC) 6000 5,88 

6 Двухфазное КЗ (CA) 6000 5,88 

7 Однофазное КЗ на землю (A) 6000 5,88 

8 Однофазное КЗ на землю (B) 6000 5,88 

9 Однофазное КЗ на землю (C) 6000 5,88 

10 Обрыв фазы A 6000 5,88 

11 Обрыв фазы B 6000 5,88 

12 Обрыв фазы C 6000 5,88 

13 Колебания мощности (малые) 6000 5,88 

14 Колебания мощности (большие) 6000 5,88 

15 Комбинированная авария (КЗ+обрыв) 6000 5,88 

16 Комбинированная авария (КЗ+качания) 6000 5,88 

17 Нормальный режим 6000 5,88 

 Итого 102 000 100 

 

 

 

Рис. 1. Вариант синтеза данных  

при трехфазном коротком замыкании 

 

 

 
Рис. 2. Вариант синтеза данных при однофазном коротком 

замыкании на землю по фазе A 
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Метрики оценки качества 

Пусть TPc, FPc, FNc — количества истинно положи-

тельных, ложноположительных и ложноотрицательных 

срабатываний для класса c соответственно. Тогда для каж-

дого класса вычисляются: 

Precision ,Recallc c
c c

c c c c

TP TP

TP FP TP FN
 

 
,          (5) 

17

1

1
1 1

17
macro cF F  .                 (6) 

Интегральной метрикой, характеризующей качество мо-

дели в условиях многоклассовой классификации с равно-

значными классами, выступает макро-усредненная F1-мера: 
17

1

1
1 1

17
macro cF F  .               (7) 

Целевым значением является F1macro≥0,95. Общая точ-

ность классификации (accuracy) рассматривается как вспо-

могательная метрика. 

Таким образом, формальная постановка задачи включает 

разработку архитектуры гибридной нейросетевой модели, 

обеспечивающей F1macro≥0,95 при классификации семна-

дцати типов аварийных режимов, достижение времени ин-

ференса τ ≤ 2 мс на платформе ARM Cortex-M7, обеспечение 

устойчивости к зашумленным сигналам и дисбалансу клас-

сов, а также реализацию программного модуля на языке C++ 

с использованием фреймворка LibTorch, пригодного для ин-

теграции в состав цифровых подстанций и развертывания на 

отечественной аппаратной платформе «Авача». 

ЭКСПЕРИМЕНТАЛЬНЫЕ ИССЛЕДОВАНИЯ  

И ПРАКТИЧЕСКАЯ РЕАЛИЗАЦИЯ 

Результаты экспериментальных исследований 

Для оценки эффективности предложенной гибридной 

архитектуры CNN-BiGRU с механизмом внимания прове-

дена серия экспериментов на сгенерированном датасете, 

содержащем 102 000 размеченных окон, равномерно рас-

пределенных по семнадцати классам аварийных режимов. 

Обучающая выборка составила 70 % (71 400 примеров), ва-

лидационная — 15 % (15 300 примеров), тестовая — 15 % 

(15 300 примеров). Обучение производилось на GPU 

NVIDIA A100 с использованием фреймворка PyTorch 2.9.1. 

В табл. 2 представлены результаты экспериментов по вы-

бору оптимальной архитектуры. Базовая модель CNN-LSTM 

продемонстрировала макро-усредненную F1-меру 0,912 при 

времени инференса 2,4 мс на ядре ARM Cortex-M7.  

Таблица 2 

Результаты экспериментов по выбору архитектуры 

Экспе-

римент 
Архитектура LR 

Batch 

size 

F1-val 

(macro) 

Время ин-

ференса, мс 

Base CNN-LSTM 0,001 32 0,912 2,4 

Exp1 CNN-BiGRU 0,001 32 0,928 1,9 

Exp2 
CNN-BiGRU + 

Attention 
0,0005 32 0,941 2,0 

Exp3 

CNN-BiGRU + 

Attention + Focal 

Loss 

0,001 32 0,953 2,0 

Final 

CNN-BiGRU + 

Attention + Focal 

Loss + оптимизация 

0,001 32 0,962 1,8 

Замена LSTM-блоков на двунаправленные GRU (экспе-

римент Exp1) позволила повысить F1-меру до 0,928 при од-

новременном сокращении времени инференса до 1,9 мс, 

что соответствует приросту точности на 3 % и снижению 

вычислительной задержки на 21 %. Интеграция механизма 

внимания (Exp2) обеспечила дополнительное повышение 

F1-меры до 0,941. Внедрение фокальной функции потерь с 

параметром γ = 2,0 (Exp3) позволило решить проблему дис-

баланса классов и достичь значения F1-меры 0,953. 

Финальная модель, включающая все перечисленные оп-

тимизационные решения и дополнительную аппаратно-

ориентированную оптимизацию под платформу ARM 

Cortex-M7 (квантование весов до 8-битного представления, 

оптимизация графа вычислений, замена операций с плава-

ющей запятой на целочисленные), обеспечивает макро-

усредненную F1-меру 0,962 при времени инференса 1,8 мс, 

что полностью удовлетворяет требованию τ ≤ 2 мс.  

Валидация финальной модели на строго изолированной 

тестовой выборке, не участвовавшей ни на одном этапе 

обучения или настройки гиперпараметров, показала следу-

ющие результаты: общая точность классификации 

(accuracy) составила 95,8 %, макро-усредненная F1-мера — 

94,3 %, микро-усредненная F1-мера — 95,8 %. В табл. 3 

представлены детальные метрики точности (precision) и 

полноты (recall) по каждому классу аварийных режимов. 

Таблица 3 

Метрики качества финальной модели на тестовой выборке 

№ Класс аварийного режима Precision Recall 
F1-

score 

1 Трехфазное КЗ 0,971 0,968 0,969 

2 Трехфазное КЗ на землю 0,969 0,965 0,967 

3 Трехфазное КЗ через дугу 0,958 0,954 0,956 

4 Двухфазное КЗ (AB) 0,964 0,961 0,962 

5 Двухфазное КЗ (BC) 0,962 0,959 0,960 

6 Двухфазное КЗ (CA) 0,963 0,960 0,961 

7 Однофазное КЗ на землю (A) 0,959 0,955 0,957 

8 Однофазное КЗ на землю (B) 0,957 0,953 0,955 

9 Однофазное КЗ на землю (C) 0,958 0,954 0,956 

10 Обрыв фазы A 0,949 0,944 0,946 

11 Обрыв фазы B 0,947 0,942 0,944 

12 Обрыв фазы C 0,948 0,943 0,945 

13 Колебания мощности (малые) 0,934 0,928 0,931 

14 Колебания мощности (большие) 0,941 0,937 0,939 

15 
Комбинированная авария 

(КЗ+обрыв) 
0,951 0,947 0,949 

16 
Комбинированная авария 

(КЗ+качания) 
0,946 0,941 0,943 

17 Нормальный режим 0,992 0,989 0,990 
 макро-среднее 0,958 0,954 0,956 

 микро-среднее 0,958 0,958 0,958 

 

Наибольшая точность достигнута для класса нормаль-

ного режима (F1-мера 0,990), что критически важно для 

минимизации ложных срабатываний.  

Наиболее сложными для идентификации оказались 

классы малых колебаний мощности (F1-мера 0,931) и ком-

бинированных аварий (F1-мера 0,943–0,949), что объясня-

ется схожестью их проявления на осциллограммах.  

Тем не менее, достигнутые значения F1-меры для всех 

классов превышают 0,93, что свидетельствует о высокой 

эффективности предложенного подхода. 
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Программная реализация и апробация 
Программная реализация разработанного модуля обу-

чения нейронной сети выполнена на языке Python 3.9 с ис-
пользованием фреймворка PyTorch 2.9.1, что обеспечило 
необходимую гибкость при экспериментах с архитектурой 
и процедурой обучения.  

Для промышленного развертывания разработана С++ 
реализация на основе фреймворка LibTorch (C++ API 
PyTorch), оптимизированная для работы на отечественной 
аппаратной платформе «Авача» производства АО 
«НИИЭМЗ».  

Оптимизация включала: статическое квантование весов 
с 32-битного представления с плавающей запятой до 8-бит-
ного целочисленного формата, замену операций с плаваю-
щей запятой на целочисленные, слияние последовательных 
операций (fusion) для уменьшения накладных расходов на 
вызов функций, а также профилирование и оптимизацию 
узких мест с использованием инструкций SIMD. 

На рис. 3 представлено дерево файлов программного 
комплекса и схема запуска модулей, демонстрирующие мо-
дульную архитектуру разработанного решения. 

 

Рис. 3. Дерево файлов и запускаемые в процессе работы 
модули программного комплекса 

 
Дальнейшее развитие разработанной системы прогно-

зирования аварийных ситуаций предполагает её интегра-
цию в корпоративные цифровые платформы металлургиче-
ских предприятий [18].  

Концепция цифровых двойников подстанций и распре-
делительных сетей рассматривается как базис для создания 
предиктивных систем нового поколения [19].  

В более широком контексте предложенное решение со-

ответствует парадигме «умного производства» (Industry 

4.0) и может быть масштабировано на иные энергоёмкие 

технологические процессы [20]. 

ЗАКЛЮЧЕНИЕ 

В ходе выполнения исследования разработана и вери-

фицирована гибридная нейросетевая архитектура на ос-

нове одномерных сверточных слоев (Conv1D) и двунаправ-

ленных рекуррентных блоков GRU с интегрированным ме-

ханизмом внимания, предназначенная для прогнозирова-

ния аварийных режимов в системах электроснабжения ме-

таллургических предприятий с использованием цифровых 

подстанций. Основные научные и практические резуль-

таты работы заключаются в следующем: 

1. Разработан модуль синтеза данных, реализующий 

физически обоснованное моделирование переходных про-

цессов в трехфазных энергетических системах. Сгенериро-

ванный датасет включает многомерные временные ряды, 

соответствующие семнадцати классам аварийных режи-

мов, с варьированием ключевых параметров (сопротивле-

ние в точке повреждения, локализация, начальная фаза, 

длительность процесса) и частотой дискретизации 10 кГц, 

что соответствует требованиям современных цифровых из-

мерительных трансформаторов.  

2. Предложена гибридная архитектура CNN-BiGRU с 

механизмом внимания, обеспечивающая выделение ло-

кальных пространственно-временных паттернов посред-

ством сверточных слоев и анализ долгосрочных временных 

зависимостей с использованием двунаправленных GRU-

блоков. Интегрированный механизм внимания позволяет 

динамически выделять наиболее информативные сегменты 

входных последовательностей, существенно повышая ин-

терпретируемость принимаемых решений. 

3. Экспериментально подтверждено, что предложенная 

архитектура обеспечивает точность классификации 95,8% 

и макро-усредненную F1-меру 94,3%, превосходя базовую 

модель CNN-LSTM на 3%. Применение модифицирован-

ной функции потерь Categorical Focal Loss (γ=2,0) позво-

лило эффективно решить проблему дисбаланса классов, ха-

рактерную для задач диагностики редких аварийных собы-

тий. 

4. Критически важным результатом является достиже-

ние времени инференса 1,8 мс на процессорном ядре ARM 

Cortex-M7, что полностью удовлетворяет требованиям си-

стем реального времени для устройств релейной защиты и 

противоварийной автоматики. Разработана С++ реализа-

ция модели на основе фреймворка LibTorch, оптимизиро-

ванная для отечественной аппаратной платформы «Авача». 

5. Получен результат интеллектуальной деятельности 

— программа для ЭВМ, что подтверждено свидетельством 

о регистрации. Основные научные результаты апробиро-

ваны и опубликованы в трудах научных конференций, ин-

дексируемых в Scopus. 

Дальнейшее развитие исследования предполагает рас-

ширение номенклатуры диагностируемых аварийных ре-

жимов, интеграцию с SCADA-системами и промышлен-

ными платформами сбора данных, а также проведение 

опытно-промышленной эксплуатации разработанного про-

граммного комплекса на металлургических комбинатах Че-

лябинской области.  
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Abstract. This paper presents a hybrid neural network archi-

tecture based on one-dimensional convolutional layers (Conv1D) 

and bidirectional gated recurrent units (BiGRU) with an inte-

grated attention mechanism for forecasting emergency conditions 

in power supply systems of metallurgical enterprises utilizing dig-

ital substations. A data synthesis module has been developed to 

perform physically based transient simulation of three-phase 

power systems and generate multidimensional time series corre-

sponding to seventeen classes of emergency modes, including sym-

metrical and asymmetrical short circuits, phase breaks, power os-

cillations, and combined faults. To address the class imbalance in-

herent in rare emergency event detection, the model is trained us-

ing a modified Categorical Focal Loss function. Experimental re-

sults demonstrate that the proposed CNN-BiGRU architecture 

with attention mechanism achieves 95.8% accuracy and a macro-

averaged F1-score of 94.3%, outperforming the baseline CNN-

LSTM model by 3%. The model is optimized for deployment on 

resource-constrained embedded platforms: inference time on an 

ARM Cortex-M7 core is 1.8 ms, fully satisfying real-time require-

ments. A C++ implementation based on LibTorch has been devel-

oped for the Russian Avacha hardware platform. The obtained re-

sults confirm the practical applicability of the proposed solution 

for next-generation predictive control systems in digital substa-

tions.    

Keywords: hybrid neural networks, CNN-BiGRU, attention 

mechanism, emergency forecasting, digital substations, embedded 

platforms, metallurgical enterprises. 
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