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Аннотация. В работе рассматривается задача автоматиче-

ского подбора оптимальных весовых коэффициентов функ-

ции награды в алгоритмах обучения с подкреплением. Пока-

зано, что традиционный эмпирический выбор коэффициен-

тов не обеспечивает гарантированной сходимости и может 

приводить к формированию неоптимальной политики управ-

ления. Для решения данной проблемы предлагается исполь-

зование байесовского метода оптимизации гиперпараметров, 

позволяющий минимизировать вычислительно дорогую и 

аналитически невыражаемую функцию качества полученной 

нейронной сети актора. Оптимизация проводится в простран-

стве весовых коэффициентов функции награды. 

На основе серии экспериментов было показано, что ис-

пользование байесовского метода оптимизации гиперпара-

метров позволяет определить набор весовых коэффициентов, 

обеспечивающий существенное снижение ошибки работы 

нейронной сети актора и RMS-метрики, а также повышаю-

щий устойчивость поведения агента. Сравнение результатов 

обучения с исходной и оптимизированной функцией награды 

демонстрирует улучшение качества управления нейронной 

сетью актора более чем в три раза по RMS метрике.  

Ключевые слова: байесовская оптимизация, обучение с 

подкреплением, оптимальные весовые коэффициенты функ-

ции награды. 

ВВЕДЕНИЕ 

Обучение с подкреплением (Reinforcement Learning, RL) 

является одним из наиболее эффективных подходов к син-

тезу управляющих стратегий в нелинейных и слабоформали-

зованных системах. Ключевым элементом любого RL-

алгоритма является функция награды, определяющая желае-

мое поведение агента и напрямую влияющая на скорость схо-

димости обучения, так и на качество результирующей поли-

тики [1, 2]. Однако выбор структуры функции награды и ее 

весовых коэффициентов традиционно выбирается эксперт-

ным путем, что приводит к значительным ограничениям син-

тезированного управления. Эмпирический подбор коэффи-

циентов зачастую требует множества тестовых запусков, не 

гарантирует оптимальности и не учитывает стохастический 

характер обучения нейронных сетей, используемых в совре-

менных алгоритмах обучения с подкреплением [3]. 

Одним из наиболее эффективных подходов к автомати-

ческому подбору гиперпараметров является байесовская 

оптимизация. Данный метод предназначен для оптимиза- 

ции дорого вычисляемых и не имеющих аналитического 

описания функций [4, 5]. Байесовский метод оптимизации 

строит вероятностную модель целевой функции и выби-

рает новые точки для экспериментов на основе функции 

приобретения, что существенно позволяет уменьшить 

число необходимых запусков обучения и при этом искать 

глобально оптимальные параметры [6]. 

На сегодняшний день, методы байесовской оптимиза-

ции успешно применяются при обучении с подкреплением 

для определения оптимальной архитектуры нейронной 

сети, а также для определения оптимальных весовых коэф-

фициентов функции награды в RL задачах и мультиобъек-

тивного управления [7-9]. 

В данной работе рассматривается применение байесов-

ского метода оптимизации для определения оптимальных 

весовых коэффициентов функции награды в задаче слеже-

ния ведомого надводного агента за ведущим. Хотя методы 

байесовской оптимизации ранее применялись для опреде-

ления оптимальной функции награды при обучении с под-

креплением, существующие работы, как правило, рассмат-

ривают либо абстрактные симуляционные среды, либо 

упрощенные динамические модели [10, 11]. В большинстве 

случаев агент не ограничен реальными кинематическими и 

динамическими требованиями, не учитываются особенно-

сти продольного и поперечного движения, а физические 

ограничения системы либо игнорируются, либо задаются в 

виде идеализированных параметров. 

В отличие от этих подходов, рассматриваемая в данной 

работе задача слежения ведомого надводного аппарата за 

ведущим включает в себя реалистичную модель движения 

с ограниченной маневренностью, нелинейной кинематикой 

и выраженными ограничениями по управлению. Наличие 

таких особенностей существенно усложняет подбор опти-

мальных весовых коэффициентов награды и делает обра-

щение к байесовской оптимизации, но уже в контексте фи-

зически корректной модели с существенно более жесткими 

требованиями к качеству управления. 

В первом разделе статьи описывается математическая 

модель байесовской оптимизации. Второй раздел посвя-

щен описанию решаемой задачи с использованием обуче-

ния с подкреплением, а также постановке задачи по опти-

мизации целевой функции. Третий раздел содержит чис-

ленные результаты, а также их описание. 

* Статья публикуется по рекомендации программного комитета Всероссийской научно-практической конференции Индустрия 4.0", 
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МАТЕМАТИЧЕСКАЯ МОДЕЛЬ БАЙЕСОВСКОЙ ОПТИМИЗАЦИИ  

Байесовская оптимизация представляет собой метод по-

иска экстремума функции, не имеющей аналитического 

представления и доступной только через результаты вы-

числительно дорогих экспериментов. Такой класс задач 

обычно описывается как оптимизация «черного ящика» [4], 

[6]. Формально ставится задача минимизации функции: 

,:)( df   

где   – вектор гиперпараметров. Каждый раз, оценивая 

функцию  f , запускается отдельный эксперимент и по-

лучается новой наблюдение: 

  ,  fy  

где   – шум измерения. В решаемой задаче шум измере-

ния принимается как нормальный [5]. После серии измере-

ний получается набор данных: 

    .,,,, 11 NNN yyD    

Задача байесовской оптимизации заключается в пред-

сказании значения функции в других точках, а также опре-

делить точку, в которой наиболее выгодно провести следу-

ющий эксперимент. 

В задаче байесовской оптимизации, функция  f  – 

это не набор фиксированных значений, а случайный про-

цесс, у которого в каждой точке есть наиболее вероятное 

значение, а также дисперсия. Для представления функции 

 f  используется гауссовский процесс [5, 6]: 

     ,,,( ' kmGPf   

где  m  – априорное среднее, равное нулю, а  ',k  – 

ковариационная функция [1], которая измеряет похожесть 

двух точек и вычисляется следующим образом: 
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где 
2

f  – дисперсия сигнала, а l  – определяет то, 

насколько сильно функция может меняться в пространстве 

параметров и задается при запуске алгоритма. 

Допустим имеется набор уже проверенных данных: 
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Тогда матрица ковариаций между всеми измеренными 

точками будет иметь следующий вид: 
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Далее, на основе набора данных, который уже был 

опробован байесовским методом оптимизации, необхо-

димо предсказать новую точку 
* , в которой еще аппрок-

симируемая функция не была измерена. 

Чтобы провести предсказание, строится вектор ковари-

аций: 

     .,,,, *1**

T

Nkkk    

На основе вычисленного вектора ковариации, вычисля-

ется предсказанное среднее [5]: 

  ,)( 12

** yIKk T    

а также предсказанную дисперсию: 
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где 
2

  – дисперсия нормального шума, а I  – единичная 

матрица. 

Для того чтобы определить, насколько выбранная точка 

является хорошим выбором в байесовском методе оптими-

зации, используется функция ценности. Пусть лучшее зна-

чение в ходе минимизации функции )(f  равно 
minf . То-

гда функция ценности выбранной точки вычисляется по 

следующей формуле [6], [12]: 

         ),(min ZZfE    

где Z  равно: 
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 Z  – это функция распределения стандартного нор-

мального отклонения, а )(Z  – плотность стандартного 

нормального распределения. 

Таким образом, полный цикл байесовской оптимизации 

выглядит следующим образом: сначала выбирается не-

сколько точек случайным образом, на основе начальной 

инициализации строится гауссовское распределение, опре-

деляется новая точка для эксперимента, в которой функция 

ценности максимальна. Далее проводится эксперимент в 

новой точке. Результаты эксперимента добавляются в из-

начальную выборку, после чего перестраивается модель 

гауссовского распределения. 

Таким образом, модель байесовской оптимизации шаг 

за шагом приближается к глобальному минимуму. 

ПОСТАНОВКА ЗАДАЧИ ОБУЧЕНИЯ С ПОДКРЕПЛЕНИЕМ И 

ФОРМУЛИРОВКА ЗАДАЧИ БАЙЕСОВСКОЙ ОПТИМИЗАЦИИ  

В данной работе рассматривается группа агентов, со-

стоящая из одного лидера и ведомых аппаратов. Лидер 

имеет всю информацию о заранее выполняемой миссии и 

ожидаемом маршруте движения, однако в случае необхо-

димости, например, при обнаружении препятствия при 

движении, может изменить свой ожидаемый маршрут, при 

этом остальные агенты должны сохранить заранее задан-

ный строй [13, 14]. Каждый ведомый агент двигается за ве-

дущим агентом и поддерживает свое заданное относитель-

ное положение в строю Пример движения роя агентов 

изображен на рис. 1. 

Предполагается, что на борту у каждого ведомого 

агента группы присутствует все необходимые бортовые 

инерциальные датчики, которые позволяют измерить его 

текущую скорость, ускорение, углы ориентации и прочие 

необходимые параметры системы для синтеза управления. 

Также, полагается, что у ведомого агента отсутствуют гид-

роакустический канал связи, для обмена информации с ве-

дущим аппаратом и прочими ведомыми агентами системы, 

в следствие чего, он не знает текущие параметры движения 

ведущего аппарата [15, 16]. 
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Рис. 1. Схема движения лидер-ведомый группы 

 

Предполагается, что на ведущем агенте расположена 

система световых маячков, с заранее известными характе-

ристиками, которые позволяют их однозначно идентифи-

цировать при любых условиях внешней среды. 

Динамика движения каждого из агентов описывается 

упрощенной системой уравнений в форме Фоссена [17]. 

Каждый агент может генерировать управляющий сигнал 

силы по продольной и поперечной плоскости, а также мо-

мент вращения по продольной плоскости.  

Таким образом, с использованием методов обучения с 

подкреплением решалась задача синтеза метода управле-

ния отдельными агентами на основе информации о пик-

сельных координатах маркеров, расположенных на борту 

лидера группы [18], [19], [20].  

В исходной задаче обучения с подкреплением, функция 

награды для агента была равной: 

 ,_ 22 errorangwdistwr p    

где dist  – ошибка положения агента от его текущего и 

ожидаемого положения, errorang _  – ошибка по курсу 

агента от его текущего и ожидаемого курса, а pw  и w  – 

весовые коэффициенты ошибок.  

При первоначальном выборе весовых коэффициентов, 

гиперпараметры  wwp ,  были выбраны эмпирически, 

как 0.5 и 0.2 соответственно. Для определения оптималь-

ных гиперпараметров функции обучения ставится следую-

щая задача: необходимо определить оптимальные весовые 

коэффициенты  wwp ,  – коэффициенты штрафа за 

ошибку по расстоянию и ориентации соответственно. Для 

каждого набора  wwp ,  выполняется полный цикл пере-

обучения агента методом обучения с подкреплением. По-

сле обучения, качество управления оценивается объектив-

ной метрикой – средней ошибкой по расстоянию: 





T

t

te
T

mean
0

,)(
1

 

где T  – полное время движения агента, а )(te – ошибка 

положения агента в момент времени t . Таким образом: 

   .,,  wwmeanwwF pp   

Задача оптимизации выбранных гиперпараметров ре-

шается путем минимизации функционала  wwF p , , та-

ким образом, решаемая задача методом байесовской опти-
мизации выглядит следующим образом: 

  ),(minarg,
,

**




wwFww p
ww

p
p

  

АНАЛИЗ ПОЛУЧЕННЫХ РЕЗУЛЬТАТОВ 
Алгоритм байесовской оптимизации гиперпараметров 

итеративно исполняется. На каждой итерации происходит 
обновление нейронной сети агента, в течение 35 итераций. 
В ходе обучения, на один эксперимент было выделено 1.5 
миллиона шагов, один шаг переобучения модели прово-
дился в течение 28 минут. В результате, была сформиро-
вана следующая модель байесовской оптимизации, изобра-
женной на рис. 2. 

 

 

Рис. 2 Аппроксимированная функция  wwF p ,   

методом байесовской оптимизации 
 
Как можно заметить на рис.2 выше, байесовский метод 

оптимизации избегает одновременного использования ги-
перпараметров больше единицы, из-за чего заполнена 
только половина графика. Это подтверждает, что исполь-
зование гиперпараметров функции награды выше единицы 
значительно ухудшает качество обучения нейронных се-
тей, так как при оптимизации весов нейронной сети, высо-
кие весовые коэффициенты функции награды дают слиш-
ком большие значения при градиентом спуске, что не поз-
воляет обучить нейронную сеть агента.  

Также, приведенный график показывает, что изначаль-
ный эмпирический набор гиперпараметров функции 

награды    2.0,5.0, wwp
 является плохим, так как дает 

практически максимальное значение  wwF p , . 

На рис. 3 изображен полученный график перебора гипер-
параметров. Крайняя правая грань является отображение ги-

перпараметра pw , грань посередине – w , а крайняя левая 

грань – результирующая, вычисленная функция  wwF p , . 
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Рис. 3. График перебранных наборов данных 

 
Эмперический выбор набора гиперпараметров 

   2.0,5.0, wwp
 был построен на изначальной гипо-

тезе, которая строилась на том, что задача агента – поддер-
живать положение относительно ведущего агента, соответ-
ственно вес ошибки по положению должен быть больше, 
чем ошибки по курсу, соответственно в результирующей 
функции награды вклад ошибки расстояния в функционал 
преобладал. 

Однако байесовский метод оптимизации, также позво-
ляет оценить влияние каждого из гиперпараметров на ре-
зультирующую метрику. На рис. 4 приведен график влия-

ния каждого из гиперпараметров  wwp ,  на результиру-

ющий функционал  wwF p , . 

 
Рис. 4. График важности отдельных гиперпараметров  

в функции награды 
 

Как можно заметить на рисунке выше, влияние ошибки 
по курсу оказывает гораздо большее влияние на функцию 
награды. Влияние ошибки по углу составляет 85 процентов 
от общего влияния, в то время как ошибка по текущему 
положению составляет всего 15 процентов, что полностью 
опровергает изначально поставленную гипотезу.  

В результате определения оптимального набора 
гиперпараметров методом байесовской оптимизации, был 
вычислен следующий оптимальный набор весов ошибок в 

функции награды    3919.0,1461.0, ** wwp
. Таким обра-

зом, результирующая функция награды будет выглядеть 
следующим образом: 

 ,_3919.01461.0 22 errorangdistr   

Основываясь на полученную функцию награды, можно 
построить новую гипотезу, что такой набор весов ошибок 
является оптимальным, из-за физической модели, лежащей 
в основе движения агента. Для надводного аппарата с огра-
ниченной поперечной подвижностью выравнивание курса 
имеет ключевое значение, так как неправильная ориентация 
немедленно преобразуется в боковое отклонение и рост 
ошибки по положению. Соответственно, для минимизации 
ошибки по расстоянию, выгоднее наказывать агента прежде 
всего за ошибку по курсу, поскольку ее уменьшение авто-
матически снижает будущую позиционную ошибку. 

Для того чтобы убедиться, что новая полученная функция 
награды позволяет получить лучшие результаты, было про-
ведено повторное обучение нейронной сети ведомого агента, 
с обновленной функцией награды и проведен сравнительный 
анализ графиков, полученных в результате обучения. 

Ниже приведены графики изменения евклидового рас-
стояния между ожидаемым положением ведомого и теку-
щим положением с изначальной функцией награды и с но-
вой функцией награды на рис. 5 и 6 соответственно. 

 
Рис. 5. Динамика евклидова расстояния между текущим  

и ожидаемым положением агента с использованием 
изначальной функции награды 

 

 
Рис. 6. Динамика евклидова расстояния между текущим  

и ожидаемым положением агента с использованием 
оптимальной функции награды 

 
Как можно заметить на рис. 5, общая ошибка начинает 

снижаться после пятисоттысячного шага обучения и стаби-
лизируется на значении около двух метров, однако можно 
наблюдать резкие выбросы до 14 метров, которые обуслов-
лены резким «срывом» движения ведомого от ожидаемой 
траектории, что в свою очередь обусловлено накопитель-
ной ошибкой по углу движения. 
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На рис. 7 наблюдается стабильно высокая ошибка до 
восьмисоттысячного шага, которая после начинает резко 
снижаться и стабилизироваться у значения около одного 
метра. При этом описанные выше «срывы» отсутствуют, 
что доказывает, что обновленная функция награды с опти-
мальными весовыми коэффициентами позволяет синтези-
ровать более точное и надежное управление. 

 

 
Рис. 7. Результирующая траектория движения группы 

агентов, с использованием модели, обученной  
на изначальной функции награды 

 
В конце обучения, также были рассмотрены графики 

траектории движения, ведущего и ведомого агента с различ-
ными функциями награды. На рис. 7 и 8, приведенных 
ниже, изображены графики результирующих траекторий 
движения группы агентов, обученных с использованием из-
начальной функции награды, а также функцией награды с 
оптимальными весовыми коэффициентами соответственно. 

 

 
Рис. 8. Результирующая траектория движения группы 

агентов, с использованием модели, обученной  
на оптимальной функции награды 

 
Как можно заметить на рис. 7, наблюдаются «срывы» 

агента от ожидаемой траектории движения, после чего он 
быстро возвращается к ожидаемому положению. Однако, 
как можно заметить на рис. 8, «срывы» практически отсут-
ствуют, или имеют незначительный характер, что подтвер-
ждает улучшение работы модели нейронной сети ведомого 
агента., благодаря изменению функции награды. 

Для сравнения качества управления агентом была рас-

считана RMS метрика, которая вычисляется следующим 

образом: 

  ,
1

0

2





T

t

RMS te
T

e  

где T – полное время движения агента, а )(te – ошибка по-

ложения агента в момент времени t . 

RMS ошибка с управлением нейронной сети ведомого 

агента, обученной с использованием исходной функции 

награды составила 0.26 метра, в то время, как RMS ошибка 

с управлением нейронной сети, обученной на оптимальной 

функции награды составила 0.09 метра. 

Таким образом, несмотря на успешное выполнение 

миссии ведомым агентом с использованием функции 

награды с весовыми коэффициентами, подобранными эм-

пирически, обновление исходных весов на оптимальные, 

позволило улучшить RMS метрику практически в три раза. 

ЗАКЛЮЧЕНИЕ (ВЫВОДЫ) 

В работе был реализован подход к автоматическому 

определению оптимальных весовых коэффициентов функ-

ции награды в задаче слежения ведомого агента за лидером 

с использованием байесовской оптимизации.  

Применение методов оптимизации гиперпараметров 

позволило сократить число необходимых запусков обуче-

ния и определить набор гиперпараметров, обеспечиваю-

щий снижение RMS-ошибки почти в три раза по сравнению 

с исходной эмпирически подобранной функцией награды. 

Полученные результаты демонстрируют, что коррект-

ный набор весовых коэффициентов существенно влияет на 

качество управления и устойчивость поведения агента, а 

также, то что описанный метод байесовской оптимизации 

может быть использован даже при задачах со сложной ди-

намикой и кинематикой среды. Дальнейшие исследования 

могут быть направлены на оптимизацию дополнительных 

параметров функции награды, использование многокрите-

риального подхода, а также расширение модели на группы 

агентов с более сложной динамикой. 
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Abstract. This paper considers the problem of automatic selec-

tion of optimal weight coefficients for the reward function in rein-

forcement learning algorithms. It is shown that the traditional em-

pirical selection of coefficients does not provide guaranteed conver-

gence and can lead to the formation of suboptimal control policies. 

To solve this problem, we propose using the Bayesian method of 

hyperparameter optimization, which allows minimizing the com-

putationally expensive and analytically inexpressible quality func-

tion of the resulting actor neural network. Optimization is per-

formed in the space of reward function weight coefficients. 

A series of experiments showed that using the Bayesian method 

of hyperparameter optimization allows us to determine a set of 

weight coefficients that significantly reduces the error of the actor's 

neural network and the RMS metric, as well as increases the stabil-

ity of the agent's behavior. A comparison of the training results 

with the original and optimized reward function demonstrates an 

improvement in the quality of the actor's neural network control 

by more than three times according to the RMS metric.    
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optimal weight coefficients of the reward function.
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